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基于深度学习GRU网络的UWB室内定位优化

郑宏舟，    赵宇宸，    孟    飞
（上海理工大学 管理学院，上海 200093）

摘要：为减少信号传输质量和距离估计算法等因素对定位精度的影响，将深度学习应用于超宽带

（ultra wide band，UWB）室内定位系统，利用门控循环单元（gated recurrent unit，GRU）网络代替

传统 UWB 室内定位系统中的三边测量过程，以提高 UWB 室内定位精度。在得到定位标签到基

站的距离信息后，将距离信息输入 GRU 网络中，输出最终位置坐标。GRU 作为循环神经网络

（ recurrent neural network，RNN）的变种，既含有 RNN 处理时序数据的优势，又解决了 RNN 中

的长程依赖问题。对 GRU 网络模型中不同学习率、优化器、批量大小、网络层数、隐藏神经元数

量参数进行调整和训练。结果表明，基于 GRU 网络模型的 UWB 室内定位系统显著提高了定位精

度，平均定位误差为 6.8 cm。
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Optimization of UWB indoor localization based on deep learning
GRU networks

ZHENG Hongzhou，      ZHAO Yuchen，      MENG Fei
(Business School, University of Shanghai for Science and Technology, Shanghai 200093, China)

Abstract: In  order  to  reduce  the  influence  of  signal  transmission  quality  and  distance  estimation
algorithm on the localization accuracy, deep learning was applied to the ultra wide band（UWB）indoor
localization system, the gated recurrent unit（GRU） network was used to replace the traditional trilateral
measurement,  to  improve  the  indoor  localization  accuracy  of  UWB.  After  get  the  distance  from  the
localization tag to the base station,  the distance information was input  into the GRU network,  and the
final  localization coordinates were output.  As a variant  of  recurrent  neural  network（RNN） ,  GRU not
only  had  the  advantages  of  RNN  in  processing  time  series  data,  but  also  solved  the  long-term
depenencies problem in RNN. The parameters of different learning rate, optimizer, batch size, network
layer  and  the  number  of  hidden  neurons  in  the  GRU networks  model  were  adjusted  and  trained.  The
result  showed  the  UWB indoor  localization  system  based  on  the  GRU networks  model  improved  the
localization accuracy significantly, the average localization error was 6.8 cm.
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当无法在室内环境中使用卫星定位时，可利

用室内定位技术 [1] 作为卫星定位的辅助定位，解

决卫星信号到达地面时信号微弱、无法穿透建筑

物的问题。传统的超宽带（ultra wide band，UWB）
室内定位系统的定位精度主要受信号形状、信号

到达时间（time of arrival，TOA）以及基站与标签之

间距离计算方法的影响，在得到各基站与标签的

距离后，使用三边测量法计算标签位置。为使三

边测量法的计算足够精确，要求标签与基站之间

的距离估计误差必须足够小。时钟同步精度、多

径传播、信号传播条件、多址干扰、信号形状等

都会影响标签与基站之间距离估计的精度，这是

传统 UWB室内定位系统的主要误差来源。目前，

主流室内定位技术的精度为 20～90 cm，为提高传

统 UWB室内定位系统的精度，本文将深度学习

与 UWB室内定位系统相结合，利用门控循环单元

（gated recurrent unit，GRU）神经网络构建定位模型。

过去已有关于 UWB测量应用于室内定位的研

究，如基于 TOA[2]、惯性测量单元 [3]、UWB和行

人航位推算融合[4]、自适应抗差卡尔曼滤波[5]。文

献 [6]从室内定位算法、测量技术和融合定位技术

3个方面对各种室内定位技术进行梳理，并对距离

测量、指纹定位、即时定位与地图构建技术、惯

性导航等多种适用于不同场景定位技术的基本原

理进行综述，从定位技术特点、定位需求的角度

对各种定位技术进行了对比分析。关于 UWB定位

深度学习的最新研究成果见文献 [7-9]，这些文献

讨论的定位系统有效减小了测距误差和计算负

担，以更低的网络复杂度实现了出色的定位性

能。也有学者提出了不同的深度学习方法来提高

UWB定位系统的精度，如使用卷积神经网络

（convolutional neural networks，CNN）来计算标签

与基站间的距离[10]，使用 CNN并结合正交频分复

用技术和超宽带来识别信道环境 [11]。文献 [12]中
使用 CNN的定位系统能够在非视距（non line of
sight，NLOS）条件下达到 17.3 cm的平均绝对定位

误差。

在以往的研究中，虽然 UWB室内定位系统的

定位效果得到了有效改善，但定位精度仍有很大

的提升空间，也未有将 GRU与超宽带室内定位相

结合的先例。因此，有必要提出一种新的基于深

度学习的 UWB室内定位方法。本文将基于深度学

习的 GRU神经网络与 UWB定位系统相结合，提

出了一种全新的 UWB室内定位方法。实验结果表

明，该模型能有效提高 UWB室内定位精度，减小

定位误差。

下面将从 GRU神经网络的批量大小、优化

器、隐藏节点数、学习率、网络层数、损失函数

几个方面比较网络中不同参数对 GRU网络模型性

能的影响。通过对模型参数进行多次调整训练，

将训练结果的平均值作为最终结果来分析 GRU模

型的性能，证明了 GRU神经网络与 UWB室内定

位系统相结合的优越性。

 1    UWB 定位方法

Ti1

Ti2

Ti = Ti1−Ti2

di =
1
2

Tic c

传统的 UWB室内定位方法常用 TOA算法来

进行位置测算，如图 1所示。这种算法通过基站

和标签之间的多次通信实现。首先，基站向标签

发送信号，并记录基站当前时间，记为 ，i表示

基站，i=1，2，3；然后，标签收到基站信号，返

回确认信号；接着，基站收到标签的确认信号，

记录当前的时间，记为 ；最后，基站计算两次

信号的时间差 ，并以此计算出基站与

标签间的距离 ， 为信号传播速度。在实

际应用中，往往会利用多次通信来使测算更加精

确。但是，TOA算法需要基站和标签之间严格的

时钟同步，否则无法计算出时间差的精确值，这

无疑增加了定位难度。
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图 1    传统 UWB 室内定位系统的信号传播

Fig.1    Signal  propagation  of  the  traditional  UWB  indoor
positioning system

 
 

传统 UWB室内定位系统在获取标签到基站的

距离后，利用三边测量法来计算标签的具体位
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置。但在实际情况中，由于误差的存在，三边测

量法最终的计算结果只能是一个近似值。而根据

图灵完备性定理，一个全连接 RNN可以近似求解

所有可计算问题。

因此，为了提高 UWB系统的室内定位精度，

本文使用 GRU神经网络对定位算法中的误差进行

弥补，与传统的 UWB定位系统相比，基于深度学

习的新定位模型将定位算法分配给神经网络模型

进行计算，通过训练模型来对最终定位的误差进

行弥补。结果表明，本文构建的 GRU神经网络模

型有效地提高了定位精度，将定位误差缩小到很

小范围，新定位模型流程图如图 2所示。
 

 

定位标签

发送信号

基站接收信号

基站返回 ACK 信号

标签接收 ACK 信号

计算两次信号时间差

计算基站到标签的距离

将距离值输入 GRU 神经网络

输出标签位置 
图 2    基于 GRU 的 UWB 室内定位流程图

Fig.2    Flow chart of UWB indoor localization based on GRU
 
 

 1.1    三边测量法

三边测量法如图 3所示。
 

 

R1(x1, y1)

R2(x2, y2)

R3(x3, y3)

P(xp, yp)

x

y

o 
图 3    三边测量法

Fig.3    Trilateration survey
 

Ri(xi,yi) P(xp,yp)

d2
i

图 3中， 与 分别为基站与标签

的坐标。计算标签到各基站的距离值平方 为

di
2 = (xi− xp)2+ (yi− yp)2 （1）

i式 (1)中， 取值为 1, 2, 3, 将上述方程展开，得到：

di
2 = xi

2+ xp
2−2xixp+ yi

2+ yp
2−2yiyp （2）

i = k考虑 , 式（2）可以写成：

dk
2 = xk

2+ xp
2−2xk xp+ yk

2+ yp
2−2ykyp （3）

式（2）减去式（3），得到：

di
2−dk

2+ xk
2+ yk

2− xi
2− yi

2 =

2(xk − xi)xp+2(yk − yi)yp （4）

i k不妨假设 =1， =2，3，可以得到一个三元的

线性方程组为[
2(x2− x1) 2(y2− y1)
2(x3− x1) 2(y3− y1)

] [
xp
yp

]
=[

d1
2−d2

2+ x2
2+ y2

2− x1
2− y1

2

d1
2−d3

2+ x3
2+ y3

2− x1
2− y1

2

]
（5）

P(xp,yp) Ax = b A
x b

通过求解方程组（5）可以得到需预测的标签坐标

。将式（5）看作 ，线性方程组的 ，

， 分别为

A =
[

2(x2− x1) 2(y2− y1)
2(x3− x1) 2(y3− y1)

]
（6）

x =
[

xp
yp

]
（7）

b =
[

d1
2−d2

2+ x2
2+ y2

2− x1
2− y1

2

d1
2−d3

2+ x3
2+ y3

2− x1
2− y1

2

]
（8）

δ δ方程组的解应该使得如下定义的 最小， 为

δ = (Ax− b)T(Ax− b) （9）

x = [ xp yp ]T （10）

x运用最小均方误差（MMSE）方法，可以解得 为

x = (AT A)−1 ATb （11）

关于三边测量算法实现的更多细节，可以参

考文献 [13]。
 1.2    门控循环单元网络

 1.2.1   循环神经网络

对前馈神经网络（ feedforward neural  network，
FNN）而言，信息只进行前向传递，模型的输出依

赖于当前的输入。模型较为简单也易于学习，但

模型表示能力不足。在很多现实场景中，当前时

刻的输出信息不仅依赖于当前时刻的输入信息，

也与历史时刻的信息相关。相较而言，循环神经

网络（recurrent neural network，RNN）天然具有处理
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时序信息的能力，在 RNN中，神经元在接受当前

时刻输入信息的同时，也通过环状的网络结构接

收来自上一时刻自身神经元传递过来的信息 ht，
如图 4所示。这样就构成了输出信息中既包含了

当前时刻的输入信息也包含了历史时刻的信息，

能够有效增强模型的表示能力。
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图 4    环状结构

Fig.4    Ring structure
 
 

为了更好地理解 RNN结构，将 RNN中的时

间序列数据按时刻展开，如图 5所示。
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图 5    按时刻展开的 RNN

Fig.5    RNN expanded by moment
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由图 5可以看出，RNN的信息传播方式为：

时刻，输入信息 与初始状态 ，共同经过非线

性激活函数得到当前时刻的隐状态 ， 经过输出

层得到当前时刻的输出 ； 与 时刻的输入 经

过非线性激活函数得到隐状态 ， 经过输出层

得到 时刻的输出 ；依此类推。上一时刻的隐状

态 与下一时刻的输入 共同决定了下一时刻的

输出 ，由此可以看出 RNN在处理时序数据上

的优越性。

 1.2.2   循环神经网络的长程依赖问题

在 RNN中间时刻的状态传播过程中：

zt = Uht−1+Wxt + b （12）

ht = f (zt) （13）

zt t U ∈ RD×D

t−1 t

W ∈ RD×D t t

b ∈ RD f

式中： 为中间 时刻的净输入；   为第

时 刻 隐 状 态 到 时 刻 隐 状 态 的 权 重 矩 阵 ；

为 时刻的输入到 时刻隐状态的权重矩

阵； 为偏置向量； 为非线性激活函数。

U,W, b f

L U

因为 RNN中每个时刻参数共享，所以每个时

刻的参数 和函数 并无变化。设整个 RNN序

列的损失为 ，不失一般性，以对参数 的梯度更

新为例，得到：

∂L
∂U
=

T∑
t=1

∂Lt

∂U
（14）

∂Lt

∂U
=

t∑
k=1

∂Lt

∂zk
hT

k−1 （15）

δt,k =
∂Lt

∂zk
t Lt k

zk

t

式中：误差项 表示 时刻的损失 对 时刻

隐状态净输入 的导数；T表示 RNN时间序列总

共有 T个时刻； 表示中间的某个时刻。所以，式

（15）可以写成：

∂Lt

∂U
=

t∑
k=1

δt,k hT
k−1 （16）

而

δt,k =
∂Lt

∂zk
= ∂

hk

∂zk

∂zk+1

∂hk

∂Lt

∂zk+1
=

diag( f ′(zk))UTδt,k+1 （17）

δt,k+1将式（17）中的 展开，得到：

δt,k =

t−1∏
τ=k

(diag( f ′(zτ))UT)δt,t （18）

f ′(zτ)式中，  为激活函数导数，通常是有界的。

diag( f ′(zτ))UT

γ �∥∥∥diag( f ′(zτ))UT
∥∥∥

将每个时刻产生的 近似为相等值

（严格来说每个时刻是不等的 ），则可令

，可得：

δt,k � γt−kδt,t （19）

δ

γ > 1 t− k→∞
γt−k→∞ δt,k→∞

γ < 1

t− k→∞ γt−k→ 0 δt,k→ 0

理想状态是 既不太大也不太小，这样能够使得梯

度比较稳定。但是，若 ，且 ，则

， ，此时梯度变得很大，称为

“梯度爆炸”，造成模型无法学习；若 ，且

，则 ，  ，此时梯度变得很

小，称为“梯度消失”，造成模型无法学习到长

距离时刻的信息。这两个问题统称为 RNN的长程

依赖问题。

 1.2.3   长程依赖问题的优化方案

t k

∞

简单来说，长程依赖问题就是由于 RNN在时

间维度上比较深，在进行梯度反向传播时，无论

梯度是过大还是过小，若 和 的间隔足够大，经过

一层层的传播后，连乘使得最终的梯度趋于 0或 。

而 RNN的梯度爆炸是不难解决的，可通过梯

度截断和权重衰减来优化。相对而言，梯度消失

是网络中较难解决的问题。由式 (18)可以看

出，要解决梯度消失问题，就要使得中间项

第 1 期 郑宏舟，等：基于深度学习 GRU网络的 UWB室内定位优化 81



diag( f ′(zτ))UT = I

diag( f ′(zτ))UT = I

diag( f ′(zτ))UT = I

，I为单位矩阵。方法一，通过调

参使得 ；方法二，通过修改模型

使得 。下面介绍方法二。

f首先，令式（13）中的非线性变换 变为线性变

换且线性权重为 1，结合式（12），得到：

ht = Uht−1+Wxt + b （20）

diag( f ′(zτ))UT diag( f ′(zτ)) = I

U = I

此 时 中 的 ， 再 令

，得到：

ht = ht−1+Wxt + b （21）

diag( f ′(zτ))UT = II ht ht−1

γ = 1

t− k→∞ γt−k

ht xt

Wxt + b
g

则有 ， 和 之间为线性关

系 ， 权 重 为 1， 此 时 式 (19)中 的 ， 即 使

， 仍等于 1，即不存在梯度爆炸或消

失问题。但此时仍应保留 和 之间的非线性关系

以保留网络的表示能力，所以对 需额外增

加非线性激活函数 ，则有：

ht = ht−1+g(Wxt + b) （22）

ht ht−1

ht

ht−1

至此，虽然解决了 RNN的梯度爆炸和梯度消

失问题，但由于 和 之间只存在线性关系，导

致模型表示能力仍会下降。需要重新添加 和

的非线性关系，即

ht = ht−1+g(Vht−1+Wxt + b) （23）

V式中， 为权重矩阵。

ht ht−1此时，因为 和 之间既有线性关系也有非

线性关系，非线性关系保证了模型的表示能力，

线性关系缓解了梯度爆炸和梯度消失的问题。但

这样的优化仍存在以下两个问题：

zk = Vhk−1+Wxk + b
k g

δt,k =
∂Lt

∂zk
ht ht−1

g

a. 梯度爆炸问题。令 为第

个时刻非线性函数 的输入，则在计算式（17）中

的 时，虽然 和 之间的线性关系缓解

了梯度爆炸问题，若 的值足够大，仍有可能发生

梯度爆炸，只是可能性非常小。

g

t ht−1

ht

b. 记忆容量问题。设 为 Logistic函数，随着

时 刻 的 增 加 ， 所 包 含 的 信 息 也 在 增 加 ，

Logistic函数会达到饱和，趋向于 1，导致 中的

信息也趋向饱和，无法增加新的信息。

针对上述两个问题，可进一步对模型进行优

化，引入门控机制使模型能够主动丢弃一些信息。

 1.2.4   门控循环单元网络

ht

zt ∈ [0,1]D

zt ht D

为了解决记忆容量的问题，可以在式（23）的
基础上引入门控机制来控制 中累计的信息量。

GRU即是在式（23）的基础上引入了更新门 ，

是与 维度相同的 维向量。

ht = zt ⊙ ht−1+ (1− zt)⊙g(Vht−1+Wxt + b) （24）

zt

ht−1 g

zt ht

ht−1 xt

zt zt = σ(Wzxt +Uzht−1+ bz)

σ

g h̃t = g(Vht−1+

Wxt + b)

当 的某一维度值为 0时，表示将对应维度

中的信息全部遗忘，只依赖于后面 中新产生

的信息。当 的所有维度值全部为 1时，表示 的

信息全部来自 ，和后面新输入的信息 没有关

系。更新门 可以表示为 ，

非线性函数 可以使用 Logistic函数。式（24）中的

非线性函数 可以使用 tanh函数，令

，则有：

h̃t = g(Vht−1+Wxt+ b) = tanh(Vht−1+Wxt+ b)（25）

ht xt ht−1

rt ∈ [0,1]D rt = σ(Wr xt +Ur ht−1+ br) rt

rt h̃t h̃t = tanh(V(rt ⊙ ht−1)+

Wxt + b)

若想让 只依赖于 的信息，而和 没有关

系，式（25）无法实现。需要另外引入 D维向量

， 表 示 为 ， 称

为重置门，引入 后， 变为

，式（24）变为

ht = zt⊙ht−1+ (1− zt)⊙g(V(rt⊙ht−1)+Wxt+ b)（26）

zt rt ht xt令 ， 皆为零向量，则此时 只依赖于 的信息。

至此，就完成了从 RNN到 GRU的模型构

造。GRU作为 RNN的一个变种，在保留了 RNN
处理时序数据优势的基础上，解决了长程依赖问

题，能够使模型建立长距离时刻的依赖关系。在

UWB室内定位模型中，每个时刻定位标签的位置

坐标不仅依赖于当前时刻定位标签到基站的距离

信息，而且也与历史时刻定位标签的位置坐标有

一定的关系。建立历史位置信息与当前时刻位置

信息的联系能够有助于模型作出更准确的决策。

这是本文选择 GRU网络构建 UWB室内定位系统

模型的主要原因。

 1.3    定位模型算法步骤

基于 GRU网络的 UWB室内定位模型具体算

法步骤如下：

输入    基站到标签的距离。

输出    GRU网络的回归输出。

步骤 1　标签沿着预定轨迹移动，随机收集标

签在轨迹上的点坐标，并在加入随机误差后计算

到各基站的距离，直到收集的数据量足够为止。

步骤 2　初始化 GRU网络参数。

步骤 3　将收集到的训练集整理后放入 GRU
网络中进行模型训练（离线计算）。

步骤 4　不断调整参数，确定 GRU网络的最

佳参数。

步骤 5　确定最佳参数后在验证集上对模型拟
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合能力进行验证。

 2    模型结果的比较与分析

 2.1    模型训练及参数选择

本文使用 Matlab构建数据环境，使标签沿着

上半圆轨迹从坐标 (3,10)移动到坐标 (17,10)。在

此期间，在轨迹上随机选取 3 000个点，得到点的

坐标。然后，在每个样本点的横纵坐标里添加

8%以内的随机误差来模拟信号传播过程中的误

差。在模拟区域放置基站 1(3,3)、基站 2(18,3)和
基站 3(10,18)，使用基站坐标和带有随机误差的样

本点坐标计算 GRU网络的 3个输入距离值，使用

带有随机误差的样本点坐标作为训练集和测试集

的对照标签。图 6中的正方形代表 3个基站，十

字代表定位标签移动轨迹上随机选取的 3 000个点

加上随机误差后的坐标。
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图 6    采样点和基站点

Fig.6    Sample and base station points
 
 

理论上说，增加基站数量可以增加定位标签

到基站的距离信息量，进而增加输入特征的维

度，这样可以适当增强模型的表示能力，使得模

型更容易拟合数据。但这种促进作用有限，因为

3个基站的距离信息已经可以使模型达到高精度。

基于缩小成本的原则，本文采用 3个基站数。

通过模拟环境，获得 3 000组样本，其中，

70%的样本作为训练集，30%的样本作为测试

集。下面分析不同参数下模型的损失值随训练轮

数的变化情况。

首先，分析了不同优化器对模型性能的影

响，从图 7（a）可以看出，在使用 Adam优化器的

情况下，模型收敛速度快且平稳。因此，本模型

选择的优化器为 Adam。

其次，分析了不同学习率对模型性能的影

响，学习率过大可能导致模型产生振荡，学习率

过小可能导致收敛缓慢或无法学习。从图 7（b）中
可以看出，学习率取 0.001时，模型在兼顾收敛速

度的同时也更加稳定。因此，本模型选择学习率

为 0.001。
然后，分析了不同批量大小对模型性能的影

响。图 7（c）显示了不同批量大小下模型损失函数

的收敛情况，可以看出，批量越小，模型收敛得

越快。但批量不宜过小，否则模型训练时间会大

幅增加，不利于模型的实际部署。综合考虑模型

的收敛速度、泛化能力和稳定性，本模型选择批

量大小为 64。
最后，分析了不同数量的隐藏神经元对模型

性能的影响。虽然过多的神经元可以增强模型表

示能力，但神经元的增加意味着模型复杂度的上

升，在提高模型拟合数据能力的同时也会导致过

拟合问题。图 7（d）显示了在不同隐藏神经元数量

下模型损失函数的变化情况，综合考虑之下选择

隐藏神经元数量为 256个。

而采用不同的网络层数，模型的能力也会有

不同的变化。图 8显示了不同 GRU网络层数下模

型的平均定位距离误差。从图 8中可以看出，随

着 GRU网络层数的增加，模型的平均定位误差也

在增加，导致模型性能变差，这是因为过多的网

络层数导致了模型的过拟合。且在网络层数增加

到 5层及以上时，模型的训练轮数及每轮训练时

间都会大幅增加。GRU网络层数的合理选择也是

提高模型性能不可忽视的因素之一，在本文模型

中，最适合的网络层数为 1层。

本文选择均方误差（MSE）损失函数作为模型

的损失函数。因此，根据调整不同参数得到的训

练结果，本文选择的各参数值如表 1所示。

A

在确定最优参数后，使用表 1所示的参数来

验证模型对测试集的效果，并使用平均定位误差

（模型在测试集上的总误差除以测试集中的样本

数量）来观察模型的预测效果。

A =
1
n

n∑
i=1

((xpre
i − xtest

i )2
+ (ypre

i − ytest
i )2)

0.5
（27）

(xpre
i ，ypre

i )

(xtest
i ，ytest

i )

式中： 为测试集的 3个距离值输入到模

型后的模型输出值； 为测试集样本的
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n

n

对照标签； 为测试集的样本数，在本文中，

=900。
图 9是在使用表 1参数值的基础上分别对模型

训练 20次，每次记录模型在测试集上的预测坐标

与实际坐标间的平均距离误差。

通过对模型进行多次训练，计算测试集上的

平均误差，可以得到训练后的模型在测试集上的

平均误差为 6.8 cm。

 2.2    不同算法对比

 2.2.1   前馈神经网络

在 FNN中，信息传递是由前往后单向传递

的，具有以下特性：相邻两层神经元之间全部两

l

两连接；每一层内的神经元之间无连接；信息由

前向后单向传递。以第 层为例，信息传递的过

程为

z(l) =W(l)d(l−1)+ b(l) （28）

d(l) = fl(z(l)) （29）

l−1 d(l−1) d(l−1) ∈ RMl−1

l−1 l W(l) W(l) ∈ RMl×Ml−1

l−1 l b(l) b(l) ∈ RMl

l z(l) z(l) ∈ RMl

z(l) l fl l

d(l) d(l) ∈ RMl

式中：第 层的输出为 ， ；经过

第 层到第 层的权重矩阵为 ， ；

第 层到第 层的偏置向量为 , ；线性

计算后得到第 层的净输入向量为 ， ；

经过第 层的非线性激活函数 得到第 层的输出

， 。整个前馈神经网络可以看成是一个
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图 7    各参数下损失函数变化图

Fig.7    Changes of the loss function under different parameters
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图 8    不同 GRU 层数下的平均定位距离误差

Fig. 8    Mean localization distance  error  under  different  GRU
layers

 

表 1   GRU 神经网络参数值

Tab.1    The parameter values of GRU neural networks
 

GRU神经网络参数 数值

样本数 3 000

训练样本数与总体样本数的比率 0.7

训练轮数 120

批量大小 64

隐藏神经元数量 256

优化器 适应性矩估计(Adam)

损失函数 均方误差(MSE)

学习率 0.001

网络层数 1
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个非线性激活函数的复合。

将上文得到的数据集输入 FNN中，记录其训

练时间、预测时间及精度。

 2.2.2   长短期记忆网络

et ∈ RD

长 短 期 记 忆 网 络 （ long  short-term  memory
network，LSTM）是 RNN的另一个变体，也是为

了解决 RNN中存在的记忆容量问题而提出的。

LSTM引入了一个内部状态 用以记录所有历

史信息，其信息传递过程为

ẽt = tanh(Veht−1+Wext + be) （30）

et = ft ⊙ et−1+ it ⊙ ẽt （31）

ht = ot ⊙ tanh(et) （32）

xt

ht−1 ẽt ẽt ∈ RD

ẽt et−1 it ft
et ft = σ(V f ht−1+

W f xt + b f )

et−1 it = σ(Viht−1+Wixt + bi)

et

et

ot

ht ot = σ(Voht−1+Woxt + bo)

ht ft, it, ot

式（30）中，根据当前时刻的输入 和上一时刻的隐

状态 计算得出候选状态 ， 。式（ 31）
中，候选状态 和上一时刻的 分别与 和 作元

素乘积运算得到当前时刻的 。

为遗忘门，用以控制遗忘多少上一时刻

中的信息。 为输入门，

用以控制保存多少当前时刻候选状态 的信息。式

（ 32）中，当前时刻的 经过非线性激活函数

tanh后与 作元素乘积运算，得到当前时刻的隐状

态 ， 为输出门，用以控

制输出多少信息给当前时刻的隐状态 。 的

激活函数可以是 Logistic函数。

将上文得到的数据集输入 LSTM中，记录其

训练时间、预测时间及精度。

 2.2.3   不同方法对比

GRU模型的训练和预测时间是判断模型实际

是否可行的关键，表 2总结了不同深度学习方法

在 UWB室内定位模型上的训练和预测时间。

从表 2可以看出，所构建的 GRU模型在训练

时间和预测时间上仍高于 FNN和 RNN。但是，当

考虑到定位精度时，相较于其他深度学习方法与

传统 UWB算法，GRU在可接受的时间范围内给

出了较高的精度。

最终结果表明，本文提出的基于 GRU神经网

络的 UWB室内定位系统优于其他深度学习方法与

传统定位方法，能够为 UWB室内定位提供更好的

定位效果。

 3    结束语

在本文的研究中，将 GRU神经网络应用于

UWB室内定位，建立了一种新的室内定位方法。

该方法以定位标签到基站的距离作为网络的输

入，从学习率、优化器、批量大小、网络层数、

隐层神经元数量和损失函数 6个方面分析了不同

参数对模型性能的影响，确定模型的最优参

数。最终的模型验证结果表明：GRU网络用于

UWB室内定位，其定位精度相较于其他深度学习

方法，误差减少了 39.82%～81.72%；相较于传统

定位算法，误差减少了 66.00%～92.44%。因此，

随着深度学习技术的成熟，神经网络的应用将更

加广泛。
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