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基于 YOLOv8n 和 RexNet 的轻量化动态手势
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摘要：针对手术室环境下的动态手势人机交互问题，提出了一种基于深度学习的手势识别算法

YOLO-RexNet。基于 YOLOv8n 的动态手势检测部分，在网络中融入 DualConv 卷积模块，利用

GhostNetV2 重构 C2f 模块，并应用模型剪枝技术，在减少模型参数量和计算量的同时保持较高的

检测精度。实验结果表明，改进后的算法参数量减少了 70.9%，计算量降低了 69.7%，模型权重

大小下降了 66.2%，检测耗时降低了 41.3%，动态手势识别的准确率达到 99%。基于 RexNet 的手

部关键点检测部分，将损失函数替换为 Huber_Loss，使关键点的预测更加准确。所提算法在保证

动态手势识别精度的同时，满足轻量化要求，实现了对医疗设备的便捷操作。在 Jetson orin
nano 嵌入式边缘设备上部署时，每秒帧数能够达到 65，具备良好的应用前景。
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Abstract: To  address  the  challenges  of  dynamic  gesture  human-computer  interaction  in  the  operating
room environment, a gesture recognition algorithm named YOLO-RexNet, based on deep learning, was
proposed.  The  dynamic  gesture  detection  component  utilized  YOLOv8n,  incorporated  the  DualConv
convolution  module  into  the  network,  reconstructed  the  C2f  module  with  GhostNetV2,  and  applied
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model  pruning  techniques  to  reduce  parameters  and  computation  while  maintaining  high  detection
accuracy.  Experimental  results  demonstrate  a  70.9%  reduction  in  parameters,  a  69.7%  reduction  in
computation, a 66.2% reduction in model size, and a 41.3% decrease in inference latency, with dynamic
gesture-recognition accuracy reaching 99%. In the hand key point detection component, the Huber_Loss
function  was  employed  to  enhance  the  precision  of  key  point  predictions.  The  proposed  algorithm
achieves  lightweight  design  while  ensuring  the  accuracy  of  dynamic  gesture  recognition,  aiming  to
facilitate the gesture-controlled medical operations. When deployed on Jetson orin nano embedded edge
devices, the frames per second can reach 65, which demonstrates practical potential.
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在手术室场景中，医护人员与患者之间的交

叉感染是一个重要的健康隐患，特别是在操作计

算机等相关医疗设备时，传统的接触式交互方式

可能会增加这种风险，因此，减少医护人员对设

备的直接接触变得至关重要。然而，当医生在手

术过程中不便直接操作计算机鼠标时，如何有效

地控制医疗设备仍然是一个亟待解决的问题[1]。在

这种背景下，动态手势作为一种非接触式交互方

式，能够有效减少医护人员与设备的直接接触，

从而降低交叉感染的风险，并为医生提供一种更

加灵活、便捷的操作方式。

一般情况下，动态手势识别可分为基于传感

器[2-4] 和基于计算机视觉两类。尽管基于传感器的

动态手势识别能够实现较高的准确率，但需佩戴

大量传感器，影响使用体验且成本较高。Wang等[5]

提出了一种基于表面肌电（sEMG）的动态手势识别

方法，将 sEMG信号转换为彩色图像，建立基于

深度神经网络的动态手势识别。但该方法依赖于

特定硬件设备获取信号，不利于实际应用。

相比之下，基于计算机视觉的动态手势识别

逐渐成为主流。彭玉青等 [6] 提出了一种手势识别

算法 HGDR-Net，利用经过优化的 YOLO（you only
look once）算法来检测手势的边界和位置，并通

过 卷 积 神 经 网 络 （ convolutional  neural  network，
CNN）对检测到的手势进行精细的识别和分类，效

果良好；然而，在背景剧烈变化和画面中存在多

个手部的情况下，手势识别算法性能有所不足。

Peng等 [7] 提出了一种基于关键点统计变换特征的

改进动态手势识别框架，降低了对背景和光照条

件的敏感性。然而，该算法计算复杂度较高，实

时性较差。

为解决上述问题，本文以实现动态手势控制

计算机等医疗设备为背景，提出了 YOLO-RexNet
算法。本文提出的算法采用改进的 YOLOv8n目标

检测算法进行动态手势检测、分类、定位，借助

轻量化网络 RexNet[8] 进行关键点检测，获取不同

类别动态手势以及手部关键点坐标信息，并根据

提取到的相关信息实现动态手势控制医疗设备。

 1    YOLO-RexNet 算法

YOLO-RexNet算法在现实中的应用场景如图 1
所示。RGB高清摄像头采集医生的手势图像并传

输至计算机系统，通过本文提出的算法实现无接

触式动态手势识别的人机交互。当系统在画面中

识别到医生各种动态手势时，可依据提取到的手

部关键点的坐标信息，取代医疗设备中鼠标的控

制。放大、缩小、旋转术中医疗设备投射到显示

器上的图像，更好地观察图像中细节，进而指导

手术操作。
 
 

3D模型显示器 RGB高清摄像头

手势控制3D模型 
图 1    手术室内动态手势控制场景

Fig.1    Dynamic gesture control scene in the operating room
 

YOLO-RexNet具体的算法流程如图 2所示，

可分为动态手势检测和手部关键点检测两个部分。

图 2上半部分为动态手势检测，用于分类和
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定位动态手势区域，并记录动态手势区域预测框

的位置信息。通过改进的 YOLOv8n算法训练模

型，对图像中的动态手势进行检测，定位动态手

势区域。然而在手术室场景中，画面中往往会出

现多只手，这些“无效手”可能对术中医生操作

设备产生干扰。因此，在模型训练中引入“无效

手”作为检测目标，旨在提高模型区分目标动态

手势与干扰项的能力，进而降低检测错误率。

图 2下半部分为手部关键点检测，用于检测

动态手势区域中的手部关键点，提取关键点的坐

标信息。利用基于 RexNet设计的轻量化网络训练

模型，对目标动态手势区域进行关键点检测。本

文提出的算法基于手部的 21个关键点构造，实现

全面捕捉和解析手部姿态信息，利用这些动态手

势分类信息和手部关键点坐标数据，支持医疗手

术室场景中无接触控制医疗设备的人机交互任

务，提高操作的精确性和效率。

 2    基于改进的 YOLOv8n 的动态手
势检测

 2.1    改进的 YOLOv8n 模型

YOLOv8n拥有复杂的网络架构、优化的训练

流程和强大的特征提取能力，可以完成实时的目

标检测任务。主干网络、颈部网络和头部网络组

成了其模型的主要架构：主干网络负责从输入图

像中提取特征；颈部网络将不同尺度的特征信息

与上采样得到的特征信息结合；头部网络用于目

标输出预测。

本文算法在 YOLOv8n算法上进行优化，改进

后的结构如图 3所示。首先，在网络模型中融入

DualConv[9] 卷积模块；其次，利用 GhostNetV2[10]

中的 GhostV2 bottleneck结构重构 C2f模块，并将

原始网络模型中的 C2f模块替换成 Ghost_C2f模
块；最后，与 DualConv融合形成 DG_C2f模块并

嵌入到主干网络中，轻量化的同时保证特征信息

的提取。

 2.1.1   轻量化卷积模块 DualConv
为了在实际应用中能够部署于资源有限的边

缘设备上，需要考虑尽可能降低模型的参数量和

计算量。由于深度神经网络中大部分的参数量和

计算量来自于卷积操作，对 YOLOv8n中的卷积模

块进行优化。

DualConv是一种轻量级卷积模块，能够在显

著降低深度神经网络计算成本和参数数量的同时保

证检测精度。DualConv 结合了深度可分离卷积[11]、

组卷积[12]、异构卷积[13] 的优点进行卷积操作。

在标准卷积中，假设输出特征图的维度为

Do×Do，卷积核个数为 N，输入图像通道数为 M，

输入特征映射在卷积层通过 N 个大小为 K×K×
M 的卷积核进行运算。此时，在标准卷积层 FLSC

中执行的 FLOPs（floating point operations）总数为

FLSC = D2
o K2MN （1）

在 DualConv中，K×K 卷积核比例受卷积核组

个数 G 控制。在所有通道中 (K×K +1×1)的卷积核

组合的比例为 1/G，剩余 1×1卷积核的比例为

(1−1/G)[9]。因此，在由 G 个卷积核组组成的双卷

积层中，组合卷积核的 FLOPs数、剩余 1×1卷积

核的 FLOPs数、FLOPs总数分别为

FLCC =
(
D2

oK2MN +D2
oMN

)
/G （2）

FLPC =
(
D2

oMN
)
(1−1/G) （3）

FLDC = FLCC+FLPC （4）

比较DualConv与标准卷积的计算成本（FLOPs），
可以明显看出，DualConv能够减少卷积运算的计

算成本。本文算法中设置 K=3，G=2。当 G 明显增

 

开始

是否属于

提取手势类别、手
部关键点坐标信息

根据得到的信息
做后续操作

结束

手势检测

手部关键点检测

手势检测

改进RexNet手部
关键点检测模型

N

Y

无关手势

改进YOLOv8n手势检测模型

 
图 2    YOLO-RexNet 算法流程

Fig.2    Flow chart of YOLO-RexNet algorithm
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大时，计算成本的降低可以使得运算过程加速。

其计算公式为

RDC/SC =
FLDC
FLSC

=
1
G
+

1
K2 （5）

DualConv基本结构如图 4所示。首先，根据

组卷积的思想，将卷积核分为 G 组，每组卷积核

处理对应的一组输入特征映射通道；然后，根据

深度可分离卷积和异构卷积的思想，3×3和 1×1卷

积核在输入特征映射通道上并行布局。G1 组卷积

核上端部分的一些卷积核同时进行 3×3卷积（蓝色

卷积块）和 1×1卷积（橙色卷积块），在之后 G2、

G3、···、Gx 不同的分组中同时进行 3×3和 1×1卷

积，对应的特征映射通道不同，有助于同时利用

大尺寸卷积核的空间特征提取能力和小尺寸卷积

核的计算效率，从而在保持准确性的同时减少模

型的参数数量和计算成本。

 2.1.2   利用 GhostNetV2重构 C2f模块

为了实现高精度的检测指标，大多数深度学

习网络模型具有较多的参数和较高的计算需求，

这使得它们难以部署到边缘设备上，轻量级网络

模型的出现有效解决了这一问题。

GhostNetV2是一种新型的轻量级网络，能够

在保证检测精度的同时，实现更轻量化、更快的

检测速度。轻量级网络 GhostNetV2主要由一个

DFC（ decoupledfully  connected）模块和两个 Ghost
Module组成。

Ghost Module基本结构如图 5所示，通过使用

较少的计算量来生成更多的特征映射。首先对源

图像进行传统的卷积计算得到本征特征图，将部

分的本征特征图映射（φ1、φ2、φ3）保留；然后，通

过一系列的简单线性变换，得到 Ghost特征图；最

后，将其拼接至一起生成最终的特征图并输出。
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图 3    改进的 YOLOv8n 网络模型结构

Fig.3    Improved YOLOv8n network model structure
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图 4    DualConv 基本结构

Fig.4    Basic structure of DualConv
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R

DFC模块通过捕捉不同空间像素之间的长期

依赖关系，提高轻量级模型的表达能力。DFC模

块的输入为图像的原始特征 Z∈ H×W×C，其中，

H、W、C 分别为高度、宽度、通道数。在水平、

垂直方向上进行特征聚集，以此减少全连接层中

的计算，并实现对远程依赖关系的获取，计算公

式为

a′hw =

H∑
h′=1

FH
h,h′w⊙ zh′w，h = 1,2, · · · ,H,

w = 1,2, · · · ,W （6）

ahw =

W∑
w′=1

FW
w,hw′ ⊙ a′hw′，h = 1,2, · · ·,H,

w = 1,2, · · · ,W （7）

FH
h,h′w zh′w

a
′
hw

FW
w,hw′

ahw

式 （ 6） 表 示 水 平 方 向 的 全 连 接 过 程 ， 式 中 ：

为可学习的变换权重； 表示输入特征图

在位置（h′,w）的特征向量； 表示水平方向聚合

后的特征；h、w 分别表示输出特征图的垂直、水

平索引；h′、w′分别表示输入特征图的垂直、水平

索引；⊙表示逐元素相乘。式（7）表示垂直方向的

全连接过程，式中： 为另外一组可学习的变

换权重； 表示最终的注意力特征。DFC模块通

过共享部分权重，减少了计算复杂度。

GhostV2 bottleneck结构如图 6所示，为了增

强扩展的特征，GhostNetV2先将 DFC模块与第一

个 Ghost Module并行，然后再将增强后的特征传

递到第二个 Ghost Module，以生成相关的输出特

征 [14]。 GhostNetV2通 过 创 新 的 Ghost  Module设

计，实现了在减少计算量和参数量的同时，保持

模型的性能，特别适用于资源受限的环境。
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图 6    GhostV2 bottleneck 基本结构

Fig.6    Basic structure of GhostV2 bottleneck
 

本文利用 GhostNetV2重构 YOLOv8n中的 C2f
模块，在 C2f中叠加两个 GhostV2  bottleneck结

构，形成全新的 Ghost_C2f架构，其基本结构如

图 7所示。

在颈部网络部分，将 YOLOv8n颈部网络中的

C2f模块替换为设计的 Ghost_C2f模块；在主干网

络 部 分 ， Ghost_C2f替 换 全 部 的 C2f模 块 ， 与

DualConv卷积模块融合形成 DG_C2f模块，并嵌

入到主干网络中。在保证模型精度的同时，大幅

度地降低网络模型的参数量和计算量，加快网络

的检测速度。
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GhostV2

bottleneck
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bottleneck

CBSConact

 
图 7    Ghost_C2f 基本结构

Fig.7    Basic structure of Ghost_C2f
 

 2.2    模型剪枝

目前，深度神经网络在各种检测任务方面已

经表现出了优秀性能，但是深度神经网络对于硬

件设备的算力、内存等都有巨大的消耗，应用具
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图 5    Ghost Module 基本结构

Fig.5    Basic structure of Ghost Module
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有一定的难度[15]。本文提出的改进 YOLOv8n网络

模型已经实现了一定的轻量化操作，但是对于边

缘设备的部署，还有一定的差距。

R

Filter pruning是一种结构化剪枝策略，通过计

算每个卷积核的权重重要性评分来决定哪些卷积

核可以被剪除 [16]。Filter pruning采用了 L1范数作

为卷积核的重要性评分。在卷积神经网络中，一

个卷积核可以看作是一个三维张量，用 F∈ C×k×k

表示。其中：C 为输入通道数；k×k 为卷积核的空

间维度。对于每个卷积核 F，将其视为一个由所有

权重组成的向量，计算其 L1范数为

||F||1 =
C∑

c=1

k∑
i=1

k∑
j=1

∣∣∣Fc,i, j
∣∣∣ （8）

式中，Fc,i,j 表示卷积核在通道 c、位置（i，j）处的权重。

L1范数衡量了卷积核所有权重的总强度，

L1范数越大意味着贡献越明显，反之则可以认为

对网络结构的影响较小，可以优先被剔除。

Filter pruning在单一层中对卷积核的 L1范数

进行评估，最后将其按照 L1范数进行排序，将

L1范数较小的卷积核视为对网络结构不重要的卷

积核，并将其剔除。在剪枝完成之后，对网络进

行再训练微调，以此恢复剪枝带来的性能损失。

本文采用 Filter pruning剪枝策略对改进后的模

型进行剪枝操作。模型剪枝方法能够在显著减少

计算量和参数量的同时，基本保持模型的性能目

标，提升模型的实际应用价值。

 3    基于改进的 RexNet 手部关键点
检测

 3.1    轻量化网络 RexNet
RexNet网络是在原有的 MobileNetV2[17] 轻量

化网络基础上进一步改进得到的轻量化网络模

型，可以在参数量减小的前提下消除特征表示瓶

颈问题 [18]。RexNet主要由倒残差结构、线性瓶颈

结构、挤压激励模块 SE[19]（squeeze-and-excitation）
组成。这 3部分形成 RexNet轻量型网络的基础模

型结构，如图 8所示。
 
 

1×1 Conv

Batch Normailzation

ReLU6

3×3 DWConv

Batch Normailzation

ReLU6

SE

Batch Normailzation

1×1 Conv

输入

输出 
图 8    瓶颈模块基本架构

Fig.8    Basic structure of bottleneck residual block
 

 3.2    改进的 RexNet 网络

 3.2.1   Huber_Loss损失函数

在手术室场景中，手部关键点检测因其目标

小、数量多、背景环境复杂等特点，极易出现误

检、关键点预测不到位等问题。Huber_Loss常用

于回归问题，是一种带参损失函数 [20]。它结合了

均方误差和绝对误差的优点，能增强平方误差损

失函数对离群点的鲁棒性，同时有效减少异常值

对模型的影响。在本文提出的关键点检测任务

中，相比于均方误差，Huber_Loss对离群点具有

更强的抗干扰性。它在确保模型准确找到全局最

优值的同时，能够更快速地更新模型参数，计算

公式为

Lδ(y, f (x)) =


1
2

(y− f (x))2, |y− f (x)| ⩽ δ

δ

(
|y− f (x)| − 1

2
δ

)
, 其他

（9）

式中： δ 为 Huber_Loss的参数，本文取 δ=1.0；
y 为真实值；f(x)为模型的预测值。

 4    实验设计及结果分析

 4.1    实验硬件配置

本文所有实验均在同一平台上进行，相关配

置如表 1所示。
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 4.2    数据集

改进的YOLOv8n网络模型实验使用HaGRID[21]

数据集进行动态手势检测模型训练，对动态手势

区域进行分类和定位。数据选自于 HaGRID数据

集，为精简样本，选取了共 18 000张图像，训练

集、验证集、测试集按 7∶2∶1的比例划分，检

测类别共 19种。HaGRID数据集示例如图 9所示。
  

 
图 9    HaGRID 数据集示例

Fig.9    HaGRID dataset examples
 

改进 RexNet网络实验使用的数据集包括网络

图片和数据集 Large-scale Multiview 3D Hand Pose
Dataset[22] 中重复度相对较低的图片，共 49 062个

样本。数据集样本出自于 handpose_x项目。数据

集示例图如图 10所示。
 
 

 
图 10    LM3DH 数据集示例

Fig.10    LM3DH dataset examples
 

 4.3    评价指标

为了能够更好地评估改进模型和网络的有效

性，在改进 YOLOv8n网络模型部分，本文主要选

取精确率（P）、召回率（R）、全部类别平均精度

（mAP）、计算量（FLOPs）、参数量、模型权重大

小、单张图片检测耗时作为实验结果的评价指

标。在改进 RexNet网络部分主要选取各个关键点

损失的平均值作为实验结果的评价指标。

 4.4    实验结果分析

 4.4.1   改进的 YOLOv8n网络模型消融实验

消融实验用于确定一个条件或参数对结果的

影响程度。为了验证本文提出的改进模型的有效

性，在本研究设置的实验条件和数据集配置条件

下设计了消融实验。每一组实验的训练轮次设置

为 100，学习率为 0.001，优化器设置为 Adam，超

参数 batch size设置为 16，超参数 workers设置为

4，选取训练中最佳的权重在测试集上进行测试，

得到的实验数据如表 2所示。表中：“√”表示此

项作了修改；“×”表示此项未作修改。
 
 

表 2    消融实验性能对比

Tab.2    Performance comparison of ablation experiment
 

方案 DualConv Ghost_C2f P R mAP@0.5 参数量/M 计算量/G 权重大小/M 单张图片检测耗时/ms

1 × × 0.990 0.979 0.992 3.16 8.9 5.94 2.66

2 √ × 0.990 0.977 0.991 2.78 7.7 5.49 2.63

3 √ √ 0.986 0.975 0.991 1.90 5.5 3.85 2.33

 

从表 2可以看出，在 YOLOv8n网络中引入

DualConv后，精确率保持不变，召回率仅降低

0.2%，mAP@0.5仅降低了 0.1%，参数量下降 12%，

计算量下降 13.5%，权重大小降低 7.6%，单张图

片检测耗时略微降低了 1%。利用 GhostNetV2重

构 C2f结构并将 DG_C2f架构嵌入到网络中后，精

 

表 1   实验配置

Tab.1    Experimental configuration
 

配置项 具体型号

操作系统 Ubuntu20.04

CPU 12 vCPU Intel(R) Xeon(R)Platinum

GPU NVIDIA GeForce RTX 4090(24GB)

编译环境 Python3.8+Pycharm专业版

学习框架 PyTorch 2.0.0+CUDA11.8
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确率、召回率有略微的下降。但与基线模型相

比 ， 其 参 数 量 下 降 了 39.9%， 计 算 量 下 降 了

38.2%，权重大小降低了 35.2%，单张图片检测耗

时降低了 12.4%，模型的 mAP@0.5依然能达到

99.1%的识别准确度。这些结果证明了改进模型在

实现轻量化基础上保证了检测的准确度，计算量

降低至只有 5.5 G，更加有利于在边缘设备中的

部署。

部分测试集的检测结果如图 11所示。从图中

可以看出，在复杂的背景环境、人体肤色与手部

肤色相近、不同光照环境等影响因素下，测试集

中各类手势都能够正确地识别并精确定位，同时

图像中的无关手也能精确识别出。例如在图 11
中，粉色预测框就能把无效手精确检测出来，且

在复杂背景下具备良好的鲁棒性。
 
 

 
图 11    部分测试集检测结果

Fig.11    Detection results of partial test sets
 

 4.4.2   Ghost_C2f模块放置位置对比实验

在主干网络部分，Ghost_C2f模块替代了原主

干网络中的 C2f模块，并与 DualConv模块组合形

成 DG_C2f结构；在颈部网络部分，Ghost_C2f模
块替代了所有 C2f模块。为了验证上述 Ghost_C2f
模块放置方案的有效性，在实验条件及数据集配

置下设计了对比实验，每组实验训练轮次设为

100，学习率为 0.001，优化器为 Adam，batch size
为 16，workers为 4。选取最佳权重在测试集上进

行测试，实验结果如表 3所示。具体的实验方案

如下：1号方案为仅替换主干网络中的 C2f模块；

2号方案为仅替换颈部网络中的 C2f模块；3号方

案为仅替换主干网络与颈部网络连接部分的 3个

C2f模块；4号方案为仅替换颈部网络与检测头连

接部分的 3个 C2f模块；5号方案为同时替换主干

网络与颈部网络连接部分的 3个 C2f模块以及颈

部网络与检测头连接部分的 3个 C2f模块；6号方

案为本文提出的方案，即将主干和颈部网络中的

所有 C2f模块替换为 Ghost_C2f模块。

从表 3中的实验数据可以看出，本文提出的

优化方案在保持最低参数量和计算量的同时，精

度指标变化较小，验证了本文提出的 Ghost_C2f模
块置换优化方案（6号方案）的有效性。

 4.4.3   模型剪枝方法对比实验

为使模型适合在资源有限的边缘设备上部

署，需要在保证检测精度的情况下，降低模型的

大小，本文运用 Filter pruning剪枝策略对改进后

的模型进行剪枝处理。同时在实验中应用了

LAMP[23]、Group_taylor[24] 等多种模型剪枝策略进

行对比。实验结果如表 4、图 12所示。

从表 4中可以看出，在前文改进模型的基础

上，采用 Filter pruning剪枝方法并设置剪枝率为

2.0后，模型在精度与大小之间达到了最优的平衡

效果。相比于未剪枝的基础模型，参数量减少了

70.9%，计算量降低了 69.7%，模型权重下降了

66.2%，检测耗时降低了 41.3%，动态手势识别的

准确率达到了 99%，同时，计算量降低至只有 2.7 G，

更加有利于在边缘设备中的部署。在图 12中，实

线为改进后模型各项指标，虚线为对改进模型剪
 

表 3   Ghost_C2f 模块放置位置对比

Tab.3    Comparison of Ghost_C2f module placement positions
 

方案 P R mAP@0.5 参数量/M 计算量/G 权重大小/M 单张图片检测耗时/ms

1 0.988 0.979 0.991 2.40 6.5 4.92 2.8

2 0.984 0.970 0.990 2.58 7.3 5.13 2.9

3 0.990 0.977 0.991 2.56 7.1 5.10 2.9

4 0.988 0.981 0.992 2.66 7.8 5.28 2.9

5 0.986 0.977 0.990 2.20 6.4 4.42 2.6

6（本文） 0.983 0.967 0.989 1.90 5.5 3.85 2.5
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枝并 Fine tuning后的模型各项指标。从图中可以

看出，模型剪枝完成后在 Fine tuning过程中，虽

然检测精度略有下降，但收敛速度更快。

 4.4.4   不同光照环境对比实验

在手术室实际的应用场景中，不同的光照环

境可能对手势的识别造成影响。为了验证本文提

出的模型在不同的光照环境下的鲁棒性，在实验

条件和数据集配置条件下设计了对比实验。首

先，将测试集的图片进行不同程度的曝光处理，

作为实验检测对象；然后应用本文提出的模型对

其进行检测，得到相关的数据指标，具体的实验

结果如表 5所示。

从表 5中可以看出，在曝光强度变化为±50%
的情况下，模型检测结果的各项指标并没有太大

的变化，验证了本文提出的模型在不同的光照环

境下的鲁棒性，能够应对实际应用中手术室环境

下光照环境的变化。

 4.4.5   与其他目标检测算法的对比实验

为更有效地综合评估本文所提改进模型的

有效性，将改进并且剪枝后的模型与原始的

YOLOv5n、 YOLOv8n、 YOLOv8s、 YOLOv9c、
YOLOv8n（ ShuffleNetv2[25]为 主 干 ） 、 Faster-
Rcnn[26]、SSD[27] 等目标检测算法在 4.1的实验条

件、4.2的数据集配置条件下进行对比实验，具体

实验结果如表 6所示。
  

表 6    不同算法性能对比

Tab.6    Performance comparison of different algorithms
 

模型 mAP@0.5
参数

量/M
计算

量/G
权重

大小/M
单张图片

检测耗时/ms

SSD 0.907 25.46 61.3 117.00 50.00

Faster_Rcnn 0.921 41.39 215.6 316.00 90.90

YOLOv5n 0.988 2.51 7.2 5.30 2.36

YOLOv8n 0.992 3.16 8.9 5.94 2.66

YOLOv8s 0.992 11.14 28.7 22.50 5.99

YOLOv9c 0.994 25.54 103.8 51.60 18.18
YOLOv8n

（ShuffleNetv2）
0.986 1.86 5.7 3.46 2.32

本文 0.990 0.92 2.7 2.01 1.56

从表 6中可以看出，本文提出的模型与传统

 

表 4   剪枝实验结果对比分析

Tab.4    Comparative analysis of pruning experiment results
 

是否改进 剪枝策略 P R mAP@0.5 参数量/M 计算量/G 权重大小/M 单张图片检测耗时/ms

× × 0.990 0.979 0.992 3.16 8.9 5.94 2.66

√ × 0.986 0.975 0.991 1.90 5.5 3.85 2.33

√ LAMP-2.0 0.983 0.969 0.990 0.92 2.7 2.01 1.57

√ LAMP-3.0 0.977 0.966 0.988 0.62 1.8 1.44 1.43

√ Group_taylor-2.0 0.983 0.978 0.990 0.92 2.7 2.01 1.65

√ Group_taylor-3.0 0.979 0.966 0.989 0.62 1.8 1.44 1.43

√ Filter pruning-2.0 0.986 0.978 0.990 0.92 2.7 2.01 1.56

√ Filter pruning-3.0 0.972 0.966 0.987 0.62 1.8 1.44 1.44

 

表 5   不同光照环境对比

Tab.5    Comparison of different lighting environments
 

光照强度 P R mAP@0.5

−50% 0.982 0.971 0.987

−40% 0.985 0.974 0.989

−20% 0.986 0.978 0.990

− 0.986 0.978 0.990

20% 0.983 0.970 0.988

40% 0.967 0.929 0.970

50% 0.917 0.848 0.907

 

1.0
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训练轮次

准
确
率 原模型精确度

原模型召回率

剪枝后精确度
剪枝后召回率

原模型mAP@0.5

剪枝后mAP@0.5

 
图 12    剪枝后微调模型对比

Fig.12    Comparison of fine tuned models after pruning
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目标检测算法 Faster-Rcnn、SSD相比，无论是在

检测精度还是在轻量化方面都具有明显优势；

与 同 类 型 的 YOLOv5n、 YOLOv8n、 YOLOv8s、
YOLOv9c、YOLOv8n（ShuffleNetv2为主干）等相

比，精度与大部分模型相当，同时参数量、计算

量、权重大小、单张图片检测耗时均是各个模型

中的最优方案，有利于模型在资源有限的边缘设

备上进行部署。

 4.4.6   嵌入式边缘设备部署

本文提出的优化 YOLOv8n模型在轻量化方面

取得了显著的效果，适合在资源有限的边缘设备

上部署。为了验证本文所提模型在边缘设备上部

署的优势，进行了一系列的边缘设备部署实验。

实验采用 NVIDIA公司生产的 Jetson orin nano人工

智能开发板作为基础边缘设备，采用塔菲克

1080p高清 USB摄像头采集视频流画面，并在

NVIDIA 推出的用于深度学习推理加速的高性能推

理引擎 TensorRT的辅助下，验证本文所提优化

YOLOv8n模型的轻量化优势。具体实验数据如表 7
所示，表中，FPS（frames per second）表示每秒帧数。

 

表 7    嵌入式边缘设备部署实验

Tab.7    Embedded edge device deployment experiment
 

模型 是否应用 TensorRT 加速 FPS

YOLOv8n × 26

YOLOv8n √ 51

本文 √ 65

 

从表 7中可以看出，在 TensorRT的加速辅助

下，检测的速度有了明显提升，证明了 TensorRT
在边缘设备部署加速中的有效性。同时，在此基

础上部署本文提出的优化模型，与原模型相比，

检测速度得到了一定的提升，适用于在实际场景

下的边缘设备部署。

 4.4.7   改进的 RexNet网络消融实验

为了验证本文提出的基于 RexNet的手部关键

点检测网络的有效性，在实验条件和数据集配置

条件下设计了消融实验。训练轮次设置为 1 500，
学习率设置为 0.001，batch size设置为 8，workers
设置为 2，实验结果如图 13所示。

 
 

(a) Wing_loss、MSE_loss、Huber_loss对比 (b) MSE_loss和Huber_loss对比
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图 13    应用不同的损失函数后模型的损失变化趋势对比

Fig.13    Comparison of loss trend of models after applying different loss functions
 

从图 13中可以看出，应用 SE注意力机制的

瓶颈模块使模型损失略有下降，表明 SE注意力机

制对模型的收敛性具有积极影响。在此基础上，

本文对 Wing_loss、MSE_loss和 Huber_loss这 3种

损失函数进行了对比实验。实验结果表明，

MSE_loss和 Huber_loss相比 Wing_loss表现更优。

进 一 步 对 比 发 现 ， Huber_loss的 损 失 值 约 为

MSE_loss的一半，验证了本文采用 Huber_loss的
优越性。

图 14为在实时摄像头下对动态手势手部关键

点的检测结果。由图可以看出，改进后的关键点

检测网络可以更好地预测出准确的关键点位置。

 
 

(a) 原始模型预测结果 (b) 改进后模型预测结果 
图 14    改进前后动态手势关键点检测效果对比

Fig.14    Comparison  of  dynamic  gesture  key  point  detection
effects before and after improvement
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图 15展示了应用本文算法在实时摄像环境

下，佩戴常用外科手术手套进行动态手势识别和

手部关键点检测，并控制医疗设备上的肾脏三维

结构图像的结果。在实际应用中，系统能够根据

用户的动态手势执行相应操作。

例如，当在画面中识别到放缩手势时，同时

提取和分析食指指尖和大拇指指尖的坐标位置信

息，并计算两者之间的距离变化。当食指和大拇

指指尖之间的距离增大（缩小）时，相应地放大（缩

小）图像，实现对医疗设备显示器上图像的实时放

大和缩小，便于术中医生观察图像细节。当在画

面中识别到旋转手势时，以手部尾指顶部的关键

点为基准，提取该关键点的坐标位置信息。当手

部移动时其坐标位置信息对应发生变化时，根据

其坐标位置信息的变化对应控制画面中的图像进

行旋转，实现对医疗设备显示器上图像的实时旋

转，便于术中医生转换图像的观察视角。具体操

作变化如图 15所示。
 
 

(a) 手势1 (b) 手势2 (c) 手势3 (d) 手势4 (e) 手势5

(a1) 医学3D原图1 (b1) 放大结果1 (c1) 放大结果2 (d1) 医学3D原图2 (e1) 旋转结果 
图 15    动态手势识别及手部关键点检测结果

Fig.15    Dynamic gesture recognition and hand key point detection results
 

 5    结　论

本文提出了一种基于 YOLOv8n和轻量级网络

RexNet的动态手势识别方法，改进并优化了

YOLOv8n模型，结合 RexNet实现了动态手势控制

医疗设备。针对医疗环境中的动态手势人机交互

问题，本文提出的算法在保证检测精度的同时，

实现了轻量化，适用于资源有限的边缘设备部

署，为手术室环境中的人机交互方式提供了新的

思路和解决方案。
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