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基于两阶段的轻量级深度估计方法
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摘要：针对传统单目深度估计中相对估计方法丢失尺度信息、度量估计方法边缘精度不足，以及

现有深度网络参数量大、计算成本高的问题，提出了一种两阶段融合框架 LacDepth。该框架旨在

通过 2 个阶段来融合度量估计和相对估计方法。第一阶段，深度残差金字塔模块采用多尺度拉普

拉斯残差补偿机制，通过高频特征增强策略有效提升边缘轮廓的几何保真度；第二阶段，轻量化

吸引子驱动分类器构建三级级联深度区间预测网络，基于条件对数二项分布建立像素级概率密度

函数，通过可微分加权实现相对深度值的亚区间微调。实验结果显示，LacDepth 在 KITTI 数据集

上的综合表现最佳，平均相对误差为 0.059，参数量为 9.8×106，在精度与效率的平衡性方面展现

出显著优势。
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A two-stage lightweight approach for depth estimation
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Abstract: To  address  the  issues  in  traditional  monocular  depth  estimation —where  relative
estimation methods lose scale information, metric estimation methods suffer from insufficient edge
precision,  and  existing  depth  networks  have  large  parameter  counts  and  high  computational
costs—a  two-stage  fusion  framework  called  LacDepth  was  proposed.  This  framework  aimed  to  fuse
metric and relative estimation methods through two stages. In the first stage, the deep residual pyramid
module adopted a multi-scale Laplacian residual compensation mechanism and effectively improved the
geometric  fidelity  of  edge  contours  via  a  high-frequency  feature  enhancement  strategy.  In  the  second
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stage,  the  lightweight  attractor-driven  classifier  constructed  a  three-level  cascaded  depth  interval
prediction network, established a pixel-level probability density function based on the conditional log-
binomial  distribution,  and  realized  sub-interval  fine-tuning  of  relative  depth  values  through
differentiable  weighting.  Experimental  results  show  that  LacDepth  achieves  the  best  comprehensive
performance  on  the  KITTI  dataset,  with  an  average  relative  error  of  0.059  and  a  parameter  count  of
9.8×106, demonstrating significant advantages in balancing precision and efficiency.

Keywords: depth  estimation; multi-scale  feature  fusion; feature  enhancement; lightweight  network;
classification strategy

 

在计算机视觉领域，单图像深度估计（single-
image depth estimation, SIDE）一直是一个备受关注

的问题。这项技术对于多个下游任务至关重要，

例如 3D重建、机器人导航、物体识别以及增强现

实等。通过融合深度信息，目标识别系统可以更

准确地分割和识别目标对象[1]，从而更好地理解目

标的三维结构和姿态。这不仅提升了系统对环境

的理解能力，还为多种应用场景提供了技术支

持，如自动驾驶、虚拟现实和智能机器人等领

域。传统的深度估计方法主要分为两大类：度量

深度估计（metric depth estimation，MDE）和相对深

度估计（relative depth estimation，RDE）。度量深度

估计致力于预测以实际物理单位（如 m）表示的深

度，而相对深度估计则侧重于预测深度的相对变

化，不涉及具体的度量尺度。

尽管度量深度估计在实际应用中具有明显优

势，但其模型往往过度拟合特定数据集，难以泛

化到其他数据集。相对而言，相对深度估计由于

去除了尺度因素，能够更好地泛化到不同的环境

和数据集中，但其预测的深度缺乏度量意义，限

制了其在需要具体深度信息时的使用。此外，一

些基于度量深度估计的工作[2-4] 专注于如何提高深

度估计精度，导致这些工作中的模型设计得很复

杂，模型参数量巨大，训练这些网络模型往往需

要较好的实验配置。然而，对于计算资源有限的

设备来说，深度估计方法必须同时具备计算效率

高和估计精度准确这 2个特点。之前的一些工作

已经尝试采用轻量级网络来提高计算效率，但是

牺牲了深度估计精度。

为了同时兼顾深度估计模型推理速度快、推

理精度高这 2个优点，本文提出了一种创新的两

阶段框架——LacDepth，通过轻量级的两阶段框

架将相对深度和度量深度结合，在保持度量尺度

的同时，提高模型的性能和参数的大小。在该方

法中，第一个阶段，设计了深度残差金字塔模块

（pyramid of depth residuals，PDR），对编码器输出

的多尺度特征进行双层空洞残差融合，在解码器

高层特征中融入编码器底层特征信息，并引入拉

普拉斯残差作为高频特征来增强轮廓信息，即解

决解码器高层特征位置信息缺失问题，提高了不

同尺度特征信息的语义信息和位置信息，又解决

了参数大小问题。在第二个阶段，为了获取丰富

的物体边界信息，本文设计了一个轻量级的分类

器，该分类器根据吸引子（attractor）来微调深度分

类中心，从而得到度量估计结果。这种方法能够

更加灵活地调整深度估计结果，特别是在物体边

界处，显著提升了深度图的质量。这种基于吸引

子的分类策略不仅提高了模型的鲁棒性，还降低

了模型的复杂度，使其更适合在计算资源受限的

环境中部署。经大量实验证明，本文方法在 KITTI
数据集 [5] 的指标 Abs Rel 上达到了 0.059，展示出

其先进性。另外，模型规模仅 9.8×106，具备明显

的轻量化优势。

 1    相关工作

 1.1    单目深度估计 (SIDE)
有监督的单图像深度估计方法主要分为两大

类：度量深度[2-4] 和相对深度[6-8]。度量深度模型通

常在特定的数据集上进行训练，因此，容易出现

过拟合现象，并且在面对未曾见过的环境或不同

深度范围时，其泛化能力相对较弱。相比之下，

相对深度模型由于能够在更加多样化的数据集上

训练，并且采用相对深度标注（包括尺度不变损失

函数），因而具有更好的泛化性能。然而，相对深

度模型在处理需要精确度量深度的下游任务时存
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在局限性，即相对深度模型主要是对未知尺度和

偏移的深度进行回归。

近期的研究致力于结合度量信息来进行深度

估计。Yin等[9] 提出了一种两阶段框架，通过将单

目深度估计与 3D点云编码器相结合，从而能够从

单一图像中恢复出 3D场景的形状。这些编码器经

过训练后能够预测缺失的深度偏移和焦距。另

外，Jun等[10] 将度量深度分解为归一化深度和尺度

特征，并设计了一个多解码器网络架构，其中的

度量深度解码器能够利用来自梯度和归一化深度

解码器的相对深度特征。

此外，鲁棒视觉挑战赛（robust vision challenge）
也在探索通用深度预测技术，涵盖了室内和室外

场景。一种流行的方法是将目标深度区间离散

化，并将连续深度回归问题转化为分类任务。

 1.2    度量深度估计

许多传统的基于学习的单目深度估计方法采

用了带有卷积层的编码器−解码器架构，近年来还

引入了 Transformers模块。深度估计通常被视为逐

像素回归任务。然而，一个不断发展的研究方向

尝试将深度估计重新表述为组合的分类回归问

题，以此解释图像上深度值的分布。AdaBins扩展

了 标 准 的 编 码 器 −解 码 器 主 干 网 ， 使 用 基 于

Transformer的模块，该模块将预测的深度范围离

散到深度区间中 [11]。其中，深度区间宽度自适应

地确定每个图像，最终的深度估计被计算为深度

区间中心的线性组合。

LocalBins基于 AdaBins的概念，但在局部邻

域内考虑给定像素的深度分布，而不是整个图

像，并且以多尺度方式跨解码器层计算深度区间

嵌入向量 [12]。PixelBins通过卷积层替代变压器块

简化了 AdaBins的架构，从而降低了计算复杂性[13]。

BinsFormer结合一个辅助的场景分类查询来指导

深度区间的生成，并且同样利用了多尺度策略来

细化自适应生成的深度区间 [14]。PixelFormer将深

度估计视为通过跳过注意力机制精炼的像素查

询，用于在不利用解码特征的情况下来预测深度

区间中心[13]。

 1.3    轻量级深度估计方法

为了能实时地估计深度信息，Wofk等[15] 设计

了一个轻量级的网络。使用深度可分离卷积构建

整个网络，并进行网络剪枝，以减少计算量。文

献 [16-17]基于知识蒸馏方法，从参数量大的模型

中蒸馏出一个参数量较小的模型。以往的轻量级

模型都是牺牲深度估计精度以提升推理速度，因

此，如何权衡估计精度和提升推理速度是一个

重要的研究方向。Sheng等 [17] 设计了一个轻量

的 金 字 塔 场 景 Transformers模 块 （ pyramid  scene
transformer，PST）来捕捉多尺度的区域间交互。通

过感知每 2个特征之间深度特征的差异，再预测

一个合理的场景结构，在较低参数量下获得较高

性能和推理速度。

 2    整体模型框架

 2.1    融合相对与绝对估计的轻量级深度预测

方法

在现有文献和实际应用中，轻量级网络通常

指参数量、计算量和存储需求都较低、便于部署在

移动或嵌入式设备上的网络架构上。例如，MobileNet
系列网络的参数量通常在 3×106～10×106 之间，被

广泛认为是轻量级网络的典型代表，满足嵌入式

实时任务的要求 [18]。同时，在实时深度估计等任

务中，基于网络的实时性和低功耗前提，提升估

计或分类精度。因此，参数量为 9.8×106 的网络，

符合实际应用场景对轻量级网络的要求。

R3×H×W

D ∈ R1×H×W

f1 f2 f3 f4 f5 f5
f1

f5、 f4、 f3、 f2、 f1 1×1

F5、F4、F3、F2、F1

本文所提轻量级深度估计模型输入 RGB
图像 （H表示长度，W表示宽度），输出预

测深度图像 。该深度估计网络由一个

编码−解码架构及一个深度分类模块构成，如

图 1所示。图中，C表示通道数。编码器基于预训

练的 ResNet101模型 [19] 初始化，以提高收敛性。

将 RGB图像输入到 ResNet101[19] 预训练模型中，

输入的彩色图像通过深度叠加的卷积块被缩为潜

在特征。输入的 RGB图像通过一系列卷积块被转

化为潜在特征图，在 ResNet101的第 2、 4、 8、
16、32层 Bottleneck模块 [19] 提取到的特征图为：

、 、 、 、 。其中，最高特征 具有丰富

的语义信息，底层 具有丰富的颜色和位置信

息。这些特征紧凑地包含了嵌入空间中颜色和深

度值之间的关系，这是从不同的场景几何中学习

到的。为了方便高层和底层特征信息的融合，首

先，分别对 使用 卷积核将特

征的通道增大一倍，分别记为 。

为了克服传统卷积运算带来的感受野不足的

限制，本节在编码器的卷积块中引入了两种不同
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F5

F4

Z4

膨胀率的 ASPP卷积[20]，分别为 1/8和 1/16，从而

能够在保持空间分辨率的同时捕捉更广泛的上下

文信息。解码器部分如图 2所示，具体来说，最

底层具有丰富语义信息的 首先通过线性插值进

行 2倍上采样，与次高层特征 进行通道拼接后

（用 C表示），经空洞卷积模块扩展感受野，形成

融合特征 。该特征随后输入上采样金字塔，通 R ∈ R1×H×W

过多级残差连接逐步恢复至原始分辨率。上采样

金字塔如图 3所示。在相对深度估计模块中，5个

多尺度特征分别进行处理：底层特征经空洞卷积

实现跨尺度特征融合，高层特征通过常规卷积提

炼抽象信息，最终在上采样金字塔中迭代生成多

尺度残差特征，并输出对应尺度的深度图预测。

相对深度图像 。
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图 2    相对深度模块

Fig.2    Relative depth module
 

F′

p

D ∈ R1×H×W

为解决深度回归任务中常见的边缘模糊问

题，因此，本文设计了一个分类引导的深度离散

化机制，模块细节如图 4所示。该模块接受多尺

度特征图作为输入，预测像素深度中心区间，并

根据不同层级的吸引子数量在深度间隔上动态调

整深度区间，实现多尺度细化。获得的深度分类

中心及其对应的条件特征图进一步用于后续处

理。通过将相对深度图与第 4层的解码器输出进

行通道拼接，形成增强特征 ，并与条件特征图

通过条件概率分布模块计算像素级深度区间可能

性，每个像素的深度条件概率 ，再与分类中心进

行加权求和，最终得到绝对深度图像 。

d(i) =
Z∑

k=1

pi(k)ci(k) （1）

i Z

pi(k) k

ci(k)

式中：d( )表示像素 i对应的深度值； 表示分类

区间的总数； 为该像素深度值属于第 个区间

的条件概率； 为离散化深度区间中心。

 2.2    第一阶段：相对估计模块

 2.2.1   编码器

在样本数据较少的情况下，为了提高深度学

习模型的准确率，通常会考虑增加模型的深度、

宽度及输入分辨率。然而，传统的卷积神经网络

（convolutional neural network，CNN）虽然允许调整

这些维度，但往往需要手动调节参数，并且可能

 

深度残差解码器

编码层 解码层

相
对
深
度
图

1/32 1/16 1/8 1/41/2

上采样2倍

H

H

H

W

W

WC+1

自适应吸
引子模块

条件特征图

分类中心

条件二项式
分布模块

特征层

 
图 1    轻量级深度估计模型结构图

Fig.1    Model structure of lightweight depth estimation
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伴随着模型性能和效率的下降。相比之下，

ResNet101通过加深网络结构来提取图像中的底层

纹理特征和高层语义信息。此外，借助迁移学习

技术，该模型能够显著加速训练过程，并增强其

在小规模数据集上的泛化能力。预训练模型提供

的高质量初始权重不仅有助于模型快速收敛，还

有效减少了过拟合的风险，从而确保在资源受限

条件下的高效学习。

 2.2.2   深度残差解码器

低分辨率的高层特征虽然富含语义信息，但

缺乏精确的位置信息；而高分辨率的底层特征则

相反。语义信息决定了图像的内容，而位置信息

则提供了图像中的细节信息，例如物体的位置和

纹理。在深度估计任务中，通常采用连续的卷积

运算，这往往会导致语义信息和位置信息的丢

失。此外，解码器在上采样阶段也会导致特征

逐渐退化，从而使预测的深度图变得模糊，缺乏

细节。

l j

为了解决深度估计的精度、场景边界信息的

精度和推理速度等问题，本文设计了一种深度残

差解码器，如图 2所示。为了克服深度估计中细

节信息丢失的问题，引入了拉普拉斯残差信息。

这一方法通过计算图像的多分辨率表示来捕捉并

保留图像中的高频细节，有效补充了在下采样和

上采样过程中丢失的高频细节，提升了深度图的

边缘清晰度和表面纹理信息，使预测的深度图

更加真实和细腻。计算拉普拉斯残差 ，如下

所示：

l j = I j−UP(I j+1)， j = 1,2,3,4 （2）

j I j

UP(·)
式中： 为拉普拉斯金字塔的水平指数； 为原始

输入图像根据金字塔尺度进行下采样； 表示

为上采样。采样过程采用双线性插值。

F′、Fi−1

1×1

xk

D′k
xk+1 xk

3×3

F′i+1 xk+1

相对估计模块具体实现流程，首先，将待融

合的两个特征 进行通道拼接，并通过空洞

卷积来获得更强的全局视野，以及语义信息和位

置信息，通过上采样金字塔来恢复该分辨率下的

深度图。如图 3所示，在上采样金字塔中，执行

卷积以减少通道，同时保留大部分上下文信

息。然后，将局部特征 通过上采样得到深度残

差金字塔中不同尺度下的深度图 以及下一尺度

的特征 。将上一尺度的特征 尺度放大 2倍，

并用 卷积对融合后的特征图进行进一步的细

化和降噪，与特征 以及 进行通道拼接，将

D

拼接后的特征送入一组堆叠的卷积块中，进行多

尺度下的特征融合。最后，生成深度图 。这一过

程可描述为

conv3×3(concat{x′k, xk+1,Fk+1}) （3）

D′k
D̃k

最后，将生成的 使用密集连接，将深度图

拼接到一起，通过卷积，得到最终的深度图 。

D̃k = conv[concat(F′i ,F
′
i−1, ...)] （4）

concat( )式中， 代表通道拼接。
 
 

深度图 Dk

upsamping

activation

conv1×1

局部特征 xk+1

upsamping

activation

conv1×1

xk

拉普拉斯残差 lj

 
图 3    上采样金字塔模块

Fig.3    Upsampling pyramid module
 

 2.3    第二阶段：量估计模块

 2.3.1   自适应吸引子深度中心模块

为了解决传统回归问题在深度估计中导致的

高不确定性、过拟合风险，以及对连续数值细微

变化敏感等问题，Bhat等[11] 设计了 LocalBins，将

预测的深度范围划分为多个深度区间。此外，深

度区间的上下界会根据输入图像自适应估计，从

而为每张图像动态确定合适的深度范围。这样的

设计虽然能提升深度估计场景边界的准确率，但

是，适应全局的深度分布会导致模型冗余，大大

增加模型参数量，不利于模型训练和在低算力平

台的部署。

为了解决这些问题，本文基于 LocalBins设计

了一个轻量级深度分类模块，如图 4所示。与

LocalBins通过多尺度特征对深度区间进行分割以

实现多尺度细化不同，本文通过引入“吸引子”来

调整深度区间的位置，在深度间隔上向左或向右

移动它们，从而实现多尺度细化。吸引子可以自

由调整，没有局部约束（只有总宽度保持不变）。
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{16，8，4，1}

f5

Bc Be

Bc

Be

Be

Fk

Fk

本文设置深度区间总数 Z为 64，吸引子张量

为 ，具体设置原因由消融实验说

明，具体流程如图 3所示。首先，将具有高维信

息的 通过连续的卷积和激活函数，获得该特征

图中深度分类区间向量 和嵌入特征向量 ，

作为初始状态的深度区间分类中心位置的张

量， 作为先验信息作用于上一层特征图。在第

二个解码层，将上一层的 上采样为当前特征图

的尺寸大小，并与当前特征图作残差连接，得到

新的特征图 ，这有助于在保持梯度传播的同时

保留上一层的信息。 通过一个多层感知机

(multilayer perceptron, MLP)后，再通过一层卷积将

ak (k = 1, · · · ,4) ak

∆ci ∆ci

c′i c′i = ci+∆ci ∆ci

特征转成具有 4个通道的特征图，即特征吸引子

张量 。计算吸引子张量 与 Bc 的距

离 ，通过 来调整下一层的深度区间中心向量

，即 。 的计算公式为

∆ci =

4∑
k=1

(ak − ci)e−α|ak−ci |γ （5）

ak ci

α γ

式中： 表示特征吸引子张量； 表示当前层级下

深度区间的中心向量；超参数 和 决定了吸引子

的强度。

Bc Be

随着吸引子的不断减小，最终该模块输出了

不断细化后的 和嵌入特征向量 。该嵌入特征

向量作为条件特征传递到条件二项分布模块中。
 
 

1/2
MLP

吸引子{16,8,4,1}

Bins分布

Bins分布

Bins分布

Bins分布

Bins分布

嵌入向量

2×

2×

2×

2×

MLP

MLP

MLP

MLP

max min

MLP

MLP

MLP

MLP

MLP

1/4

1/8

1/16

1/32

64个深度区间

 
图 4    自适应吸引子深度中心模块

Fig.4    Deep center module of adaptive attractors
 

 2.3.2   条件二项分布模块

(|pi− pi+1| ≫ 0)

为了获得最终的度量深度预测，本文将深度

区间中心进行线性组合，并根据式 (1)对其概率得

分进行加权。先前基于自适应深度区间的模

型[21] 使用 softmax函数来预测深度区间中心的概率

分布。softmax被选用主要是受到离散分类问题的

启发。尽管 softmax在处理无序类别时表现良好，

但在有序的深度区间，它可能会导致相邻深度区

间中心之间的概率差异很大 。考虑

到深度区间本质上是有序的，因此，可以直观地

采用排序感知的概率预测。

受 Beckham等 [22] 的启发，使用条件对数二项

q t

分布来解决这个问题。模型首先将相对深度预测

与解码器的特征图拼接在一起，形成一个新的特

征表示。然后，通过这个新的特征表示预测出二

项式分布的众数 和温度参数 。最后，利用

这两个参数来计算每个深度区间中心点的概率得

分，即

p(k|q, t) =
exp
(
−(dk −q)2/2t2

)
Z∑

k=1

exp
(
−(dk −q)2/2t2

) （6）

dk k式中， 表示第 个深度区间的中心深度值。

t

q t

通过温度参数 调整后的高斯分布概率密度函

数，计算给定 和 时每个深度区间中心点的概率
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ln p

({(ln pk)/t}Zk=1)

得分。在实践中，由于深度区间总数 Z比较大，

为避免数值下溢并简化计算，取 ，并对阶乘使

用斯特林近似，然后应用 softmax 来

获得数值稳定性的归一化概率。这种方法不仅保

留了对数的单峰性，还考虑了深度区间的有序

性，同时保证了数值的稳定性。斯特林近似用于

处理大数阶乘的计算问题，而 softmax函数则确保

输出的概率分布既反映各深度区间的相对可能

性，又避免因直接计算指数而导致的数值溢出问

题。这种组合方式有效地平衡了模型的准确性和

计算效率。

 2.4    损失函数

Lt

Ld Lg

本文应用损失函数 对网络的可训练参数进行

优化，该损失函数由数据损失 和梯度损失 两

部分组成，公式如下:

Lt =

 uLd (y,y′) , 迭代次数小于 30

uLd (y,y′)+ νLg (y,y′) ,其他
（7）

y和y′

u ν Ld Lg

式中： 分别表示预测的深度映射和地面真实

值； 和 分别表示 和 的平衡因子，分别设置

为 10和 0.1。梯度损失是在 30个循环之后进行计

算的，在训练开始时，由于地面真值的稀疏性，

在同时使用数据和梯度损失时，KITTI数据集中的

训练往往不稳定。具体来说，由插值深度图计算

的深度梯度与原始深度图略有不同，干扰了数据

损失的收敛。为了缓解这一问题，只使用数据损失

进行适当的深度图恢复后，再额外计算梯度损失。

数据损失：一般情况下，由于 3D传感器的限

Ld

制，近距离采集的深度数据比较密集，而距离较

远的深度数据比较稀疏。为了缓解不平衡问题，

引入损失函数的平方根作为数据损失 ，该方法

计算预测深度值与对数空间中真实值之间的差

异，即

Ld
(
y,y∗
)
=

√√√√
1
n

∑
i∈iV

h2
i −
λ

n2

∑
i∈iV

h2
i

2 （8）

y∗ hi = lnyi− lny∗i V

iV
λ

式中： 为预测真实值； ； 为深度

图中的一组有效像素， 表示有效像素的总数；

n为样本数量； 为平衡因子，设置为 0.85。
梯度损失：为了增强局部细节，特别是在深

度边界，利用深度图的梯度作为损失函数。由于

地面真值的稀疏深度数据，在水平方向和垂直方

向上的梯度都难以精确计算，因此，使用了Matlab
工具包进行点插值，该工具包在先前的方法中被

广泛采用。梯度损失的公式如下：

Lg
(
y,y∗
)
=

1
n

∑
i∈iV

∣∣∣yh,i− m
(
y∗
)
h,i

∣∣∣ + ∣∣∣yiV ,i− m
(
y∗
)
iV ,i

∣∣∣（9）
m(·) yh,i

m(y∗)h,i i

yiV ,i m(y∗)iV ,i

式中： 为文献 [23]中使用的插值函数； 和

分别表示估计深度图的第 个梯度值和水平

方向上插值的地面真值； 和 分别表示垂

直方向上的对应梯度分量。

值得注意的是，梯度损失会迫使局部边缘在

多层次金字塔精确对齐，从而使深度边界清楚地

显示在最终的深度图中。梯度损失的影响如图 5
所示。可以看出，利用梯度损失预测的深度图成

功地展现了远处物体的深度边界。
 
 

(a) 原图 (b) 仅使用数据损失函数 (c) 仅使用梯度损失函数 (d) 组合使用数据与梯度损失函数 
图 5    不同损失函数组合的深度估计结果视觉比较

Fig.5    Visual comparison of depth estimation results according to different combinations of loss functions
 

 3    实　验

 3.1    数据集和预处理

本文采用 KITTI和 NYU Depth V2数据集进行

实验。KITTI数据集由德国卡尔斯鲁厄理工学院

(Karlsruhe Institute of Technology)和丰田工业大学

(Toyota Technological  Institute)联合创建，被广泛

应用于单目深度估计任务中。该数据集的图像分

辨率为 1 242×375。本文对图像缩放并随机裁剪为

704×352的图像。测试集包含从 29个场景中选取

的 697张图像，而训练集则由剩余 32个场景中的

23 488张图像组成。

NYU Depth V2数据集由纽约大学的研究人员

发布。该数据集的图像分辨率为 640×480，包含来
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自不同室内环境的 464个场景，提供了 1 449对对

齐的 RGB-D图像，即彩色图像和对应的深度图像。

为了避免过拟合问题，在训练前采用以下方

法对 RGB图像和相应的深度图进行预处理：

a. 翻转，单目彩色图像和对应深度图像都以

50％的概率水平翻转。

b. HSV增强，随机调整单目彩色图像和对应

深度图像的亮度、对比度和饱和度值，比例因子

选择在 [0.9,1.1]范围内。

 3.2    训练细节

本次实验训练网络为 25个轮次。编码器模块

基于 ILSVRC[24] 数据集，通过预训练模型初始化

特征参数，非编码器部分的初始化是随机的。该

模型使用 Adam优化器进行训练，功率和动量分别

设置为 0.9和 0.999。编码器的权重衰减因子设为

0.000 5，而对于所提出的解码器，则不使用权重衰

减（即权重衰减因子为 0）。初始学习率首先设置

为 0.000 1，并且每 5个轮次依次递减 10%，直至

达到 10−5 为止。实验过程中，权重衰减统一设为

0.000 1。实验平台系统为 Ubuntu18.04.5，在 Pytorch
中实现模型框架，所用硬件环境是一张 NVIDIA
3090 16G显卡，CUDA版本为 11.1。
 3.3    实验结果与分析

 3.3.1   定量分析

为了进行定量评价，本文使用 Eigen等 [25] 引

入的 4个指标，这些指标在单目深度估计的性能

评价中应用最为广泛，具体定义见文献 [25]。
δ ∈ [1.251,1.252,

1.253]

前 3个度量标准即是在阈值

预测的深度图像素精度，参数值越高代表性

能越好。后 3个指标分别是平均相对误差（REL）、
均方误差（RMS）、平均 log误差（log10），参数值

越小代表性能越好。

基于这些指标，本文在 KITTI[5] 数据集上与最

新的轻量级和采用分类策略的方法进行了比较，

相应的结果如表 1、2所示。从表中可以看出，在

所有量级网络中，Depth Anything等在绝对相对误

差（Abs Rel）、均方根误差（RMSE）上的指标性能

最佳，但其最小网络模型参数量高达 24.8×106。模

型依赖于大量额外的数据和一个强大的预训练编

码器作为辅助训练，这样导致其模型参数量巨

大，无法在嵌入式硬件中实时运行。而本文的网

络模型仅是 Depth Anything的 12%，极大地减少了

模型的参数量，并且保证了深度估计精度。在轻

量级网络中，与文献 [11]中的方法相比，本文方法

在 6个指标上都是领先的，平衡了推理速度和深

度估计的精确度。这充分说明，本文设计的深度

残差解码器能有效地筛选出高层特征的语义信息

和底层特征的位置信息。另外，轻量级深度中心

吸引子模块，通过将连续的深度值离散化为有限

的类别，可以减少模型需要处理的数据量，从而

提高计算效率，还可以有效提升深度图预测在边

缘和纹理丰富区域的准确度。

δ < 1.25

δ < 1.253

此外，本文在 NYU Depth V2数据集上与目

前现有的模型进行比较，相应的结果如表 3所

示。Depth  Anything在 Abs  Rel  （ 0.056）和 RMSE
（0.206）2个核心指标上表现最优，这可能是由于

其大规模预训练数据带来的强大泛化能力。而本

文提出的模型在相对误差指标上展现出显著优

势，其中， 达到 0.953，逼近 Depth Anything
的 0.984，且在更高精度的 指标上同样达

到 0.999的优异水平。这种表现差异可能与模型设

计定位相关，Depth Anything作为大数据预训练模

型，在数值精度上更具优势，而本文模型可能在

结构设计上更注重对深度关系的学习，从而在相

对准确率指标上表现突出。

δ

在轻量级模型对比中，本文模型的 Abs Rel-
（ 0.078 7） 显 著 优 于 同 为 轻 量 架 构 的 Lite-Mono
模型的 Abs Rel（0.101 ），且在 指标上全面领先。

这表明本文方法在模型效率与精度间取得了更好

的平衡。关于室内场景的深度估计挑战，由于室

内环境存在大量遮挡、反光表面和复杂的几何结

构，深度值的绝对精度确实较难把握。未来可通

过引入场景几何约束、融合多模态信息等方式，

进一步提升模型对室内空间结构的理解能力。

 3.3.2   定性分析

不同的场景光照强度不同，景深范围不同，

给模型的推理带来困难。特别是城市街道上复杂

的背景和物体遮挡也使得精确估计深度变得更加

困难。尤其是在房子和车辆众多的环境中，模型

往往难以准确还原场景内物体的细节。这些多样

性要求模型具备更强的鲁棒性和适应性。图 6是

本文方法和文献中的预测结果，最后一列是本文

预测结果。从图 6的视觉效果来看，本文方法在

应对城市街道上复杂的背景和深度信息突变的场

景时具有较强的预测能力，并且在各种道路条件

下，车子和道路轮廓等细节的保留更为丰富。相
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较于 Lite-Mono[32] 轻量级模型，本文方法获取到的

场景边缘深度信息更为准确，与真实的深度信息

视觉效果更为接近。相较于同为带有分类策略的

模型，本文方法获得的场景信息更为平滑。综上

所述，本文提出的轻量级深度估计方法可以估计

出复杂的场景深度信息。

 3.3.3   消融实验

为了验证各个模块的改进对深度估计的贡

献，本文设计了消融实验。

Backbone对比实验：如表 4所示，从实验数

据可以看出，替换 backbone的方法有效提升了网

络特征的提取能力。本文通过使用 4个主流框架

 

表 1   非轻量级方法在 KITTI 数据集上的定量结果比较

Tab.1    Quantitative comparison of non-lightweight methods on the KITTI dataset
 

方法 参数量 Abs Rel Sq Rel RMSE RMSELog δ<1.25 δ<1.252 δ<1.253

Geonet[26] 31.6×106 0.149 1.06 5.567 0.226 0.796 0.935 0.975

Monoformer[27] 23.9×106 0.108 0.806 4.594 0.184 0.806 0.963 0.983

LocalBins[11] 36.0×106 0.059 0.269 2.405 0.075 0.97 0.96 0.99

Depth Anything[28] 24.8×106 0.047 1.928 0.125 0.071 0.981 0.998 1.000

 

表 2   轻量级方法在 KITTI 数据集上的定量结果比较

Tab.2    Quantitative comparison of lightweight methods on the KITTI dataset
 

方法 参数量 Abs Rel Sq Rel RMSE RMSELog δ<1.25 δ<1.252 δ<1.253

R-MSFM6[29] 3.8×106 0.126 0.944 4.981 0.204 0.857 0.952 0.978

Lite-Depth[30] 3.1×106
0.116 0.845 4.841 0.190 0.866 0.957 0.982

Lite-Mono[31] 8.7×106 0.101 0.729 4.454 0.098 0.897 0.965 0.983

PrimeDepth[32] 9.0×106 0.069 — — 0.102 0.913 0.968 0.980

本文 9.8×106 0.059 0.208 2.415 0.091 0.959 0.995 0.980
 

表 3   不同的方法在 NYU Depth V2 数据集上的定量结果比较

Tab.3    Quantitative comparison of different methods on the NYU Depth V2 dataset
 

方法 Abs Rel RMSE RMSELog δ<1.25 δ<1.252 δ<1.253

AdaBins[11] 0.103 0.364 0.044 0.903 0.984 0.997

Depth Anything[29] 0.056 0.206 0.024 0.984 0.998 1.000

Lite-Mono[31] 0.101 0.454 0.078 0.897 0.965 0.983

PrimeDepth[32] 0.058 — 0.030 0.966 0.998 0.999

本文 0.078 7 0.287 0.033 0.953 0.995 0.999

 

原图 AdaBins Monodepth2 Lite-Mono 本文 
图 6    不同方法在 KITTI 数据集的预测深度图示例

Fig.6    Prediction depth map examples of different methods on the KITTI dataset
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（ MobileNetV2[19]、 VGG19[29]、 InceptionV3[33]、
ResNet-101[19]），同时保持其他设置不变，进行性

能比较，相应的结果如表 4所示。可以看出，

MobileNetV2的速度更快，但是 ResNet-101相较于

其他模型误差更小，精确度更高。这得益于

ResNet-101采用了更深的网络结构（101层）和创新

的残差连接机制。这两种特性共同解决了深层网

络训练中的梯度消失问题，提高了模型的学习能

力和泛化能力，同时保持了较高的计算效率。实

验结果从定量分析的角度证明了替换 backbone方

法的有效性，从而进一步减少了深度估计模型的

深度预测误差。

解码器结构对比：在解码器结构的对比研究

中，评估了不同金字塔层数对性能的影响。如表 5
中所示，通过增加深度残差金字塔层数能够精确

地恢复局部细节以及深度图的全局性。为了在相

同的实验条件下进行公平比较，鉴于 6层和 7层

深度残差金字塔存在 GPU存储器的限制，所有模

型均采用较小的批量大小 (16→8)进行训练。此方

法不仅有效地解决了硬件资源限制的问题，还确

保了实验结果的可比性和可靠性。如表 5所示，

层级增多导致性能略有改善。然而，随着金字塔

层级增加到 4以上，性能改善趋于平缓，接近上

限。因此，可以认为在第 4层深度残差金字塔

处，已经能够充分恢复深度图的全局信息。

上采样金字塔对比实验：特征融合残差连接

和密集连接是两种常用的特征融合方法。残差金

字塔方法是将特征相加在一起，而密集金字塔方

法是将特征连接在一起，将这 2种方法与没有上

采样金字塔的模型进行比较。表 6中的结果表

明，与无金字塔和特征融合残差连接方法相比，

密集连接方法的性能最佳，仅需要增加少量参数。

深度中心吸引子模块：为了研究深度中心吸

引子模块的各种类别对整体性能的贡献，首

先，删除分类模块，并将卷积块附加到来自基础

ResNext-101模型的解码器特征中，直接预测度量

深度（标准回归）。本文称没有采用分类模块的为

Native； 采 用 分 类 模 块 ， 分 类 模 块 的 变 体 为

Metric，基于分裂的模块称为 splitter，深度中心吸

引子模块称为 attract。如表 7所示，设置吸引子数
 

表 4   KITTI 数据集上不同 backbone 的性能比较

Tab.4    Performance comparison of different backbones on the KITTI dataset
 

结构 参数量 速度/(帧·s−1) Abs Rel Sq Rel RMSE RMSELog δ<1.25 δ<1.252 δ<1.253

MobileNetV2 15.7 38.6 0.072 0.284 2.76 0.109 0.941 0.99 0.998

VGG19 23.9 34.1 0.066 0.242 2.619 0.098 0.95 0.992 0.998

InceptionV3 17.7 36.7 0.063 0.232 2.563 0.095 0.955 0.993 0.999

ResNet-101 73.5 32.1 0.059 0.212 2.446 0.091 0.964 0.994 0.999

 

表 5   KITTI 数据集上不同深度残差模块层级的性能比较

Tab.5    Performance comparison of residual module levels at different depths on the KITTI dataset
 

模块结构 Abs Rel Sq Rel RMSE RMSELog δ<1.25 δ<1.252 δ<1.253

基准模块 0.080 0.315 3.174 0.123 0.921 0.972 0.992

第3层 0.065 0.239 2.695 0.107 0.950 0.989 0.997

第4层 0.059 0.208 2.415 0.090 0.964 0.994 0.999

第6层 0.058 0.206 2.396 0.089 0.964 0.995 0.999

第7层 0.058 0.205 2.350 0.086 0.964 0.995 0.999

 

表 6   KITTI 数据集上不同上采样金字塔结构的性能比较

Tab.6    Performance comparison of different upsampling pyramid structures on the KITTI dataset
 

结构 Abs Rel RMSE RMSELog δ<1.25 δ<1.252 δ<1.253

No Pyramid 0.062 3.174 0.223 0.891 0.962 0.992

Residual 0.061 2.434 0.205 0.892 0.952 0.992

Dense 0.060 2.431 0.203 0.895 0.955 0.990
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量为 {16,8,4,1}的策略是最优的，对比分裂策略

REL下降 3%。总体来说，吸引模块能够更好地将

深度中心不断细化。
  

表 7    KITTI 数据集上不同分类策略的性能比较

Tab.7    Performance  comparison  of  different  classification
strategies on the KITTI dataset

 

方法 类型 Config REL RMSE

Naive — — 0.062 2.65

Metric

splitter factor=2 0.060 2.49

attractor

{8,8,8,8} 0.061 2.51

{16,2,2,16} 0.061 2.48

{1,4,8,16} 0.061 2.44

{16,8,4,1} 0.059 2.41
 

条件对数二项模块：通过研究本文模型在

KITTI上使用条件对数二项分布和 softmax概率的

性能，评估了使用条件对数二项分布的效果。与

文献 [17]一致，本文观察到使用对数二项式 (Abs
Rel为 2.41)代替 softmax(Abs  Rel为 2.44)导致指

数 Abs Rel约 3%的性能改善。这体现了单峰分布

对于序数问题的重要性。

 4    结　论

推理速度和估计精度是评估深度估计算法优

劣的重要指标，而推理速度快和估计精度高两者

往往不能兼得，本文提出一种面向两阶段的轻量

级深度估计方法 LacDepth。LacDepth通过第一阶

段的深度残差金字塔机制有效融合多尺度特征，

生成初步的相对估计结果；并在第二阶段利用基

于吸引子策略的轻量级分类器，对相对估计结果

进行度量估计的微调，显著提高了对物体边界估

计的准确性和计算效率。实验结果表明，LacDepth
不仅在 KITTI数据集上展现了强大的边缘信息预

测能力，而且相比现有的轻量级深度估计方法，

其平均相对误差更低（5.9%），参数量更少（9.8×
106），具有优秀的推理速度和精度，体现了其在实

际应用中的潜力和优势。
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